FICHE 1 — Les fondamentaux de la data analyse : concepts, méthodes et types d’apprentissage
1. Définition générale de la data analyse
La data analyse regroupe l’ensemble des méthodes permettant d’extraire, structurer, interpréter et modéliser des données afin d’en produire des informations utiles à la décision.
Elle repose sur des approches statistiques, mathématiques et informatiques, dont l’apprentissage automatique (machine learning).

2. Machine Learning : définition et principes
2.1 Définition du machine learning
Selon les documents, le machine learning (ou apprentissage automatique) est un champ de l’intelligence artificielle fondé sur des méthodes statistiques et mathématiques permettant à un ordinateur :
· d’apprendre à partir de données
· d’améliorer ses performances
· sans être explicitement programmé pour chaque tâche
Il repose sur la construction d’un modèle statistique dont on cherche à minimiser l’erreur moyenne.
2.2 Les deux grandes phases de l’apprentissage
1. Phase d’apprentissage (ou d’entraînement)
2. Le modèle est estimé à partir d’observations disponibles.
3. Phase d’exploitation (mise en production)
4. Le modèle reçoit de nouvelles données et produit une prédiction.
2.3 L’apprentissage continu
Certains systèmes peuvent continuer d’apprendre une fois en production (apprentissage en ligne).

3. Les quatre grandes familles d’apprentissage
3.1 Apprentissage supervisé
Définition :
L’algorithme apprend à partir de données étiquetées, c’est-à-dire pour lesquelles la réponse correcte est connue.
Objectif : apprendre une fonction Y = f(X).
Deux cas typiques :
· Classification (catégories : oui/non, chat/chien…)
· Régression (valeur continue : prix, température…)
Exemples d’algorithmes :
· Régression linéaire
· Régression logistique
· Arbres de décision
· Random Forest
· SVM (machine à vecteurs de support)
· Réseaux de neurones
· k-plus proches voisins
Cas d’usage :
· prédiction météo
· filtrage de spam
· diagnostic médical
· détection de fraude

3.2 Apprentissage non supervisé
Définition :
L’algorithme apprend à partir de données non étiquetées et tente de découvrir des structures cachées.
Principales méthodes :
· Clustering : classification automatique en groupes homogènes (ex. : k-means)
· Réduction de dimension : ACP, SVD
· Modèles probabilistes (ex. : mélanges gaussiens)
Usages :
· segmentation de clientèle
· analyse exploratoire
· détection d’anomalies
· regroupement d’images, de formes, de séquences
Particularités importantes (documents) :
· moins performant car pas de “bonne réponse”
· utile pour détecter des valeurs aberrantes ou nettoyer la base
· révèle des motifs que l’humain ne voit pas
· permet de travailler lorsque les données étiquetées sont trop coûteuses à produire

3.3 Apprentissage semi-supervisé
Définition :
Méthode intermédiaire utilisant :
· un petit jeu de données étiquetées,
· un grand jeu de données non étiquetées.
Objectif : réduire les coûts d’annotation.

3.4 Apprentissage auto-supervisé
Définition :
Le système génère ses propres étiquettes à partir des données brutes.
Exemples :
· reconstruction d’une image tronquée
· prédiction de mots manquants dans une phrase
· prédiction de la frame suivante dans une vidéo
Cet apprentissage est essentiel pour les modèles modernes (GPT, BERT).

3.5 Apprentissage par renforcement
Définition :
Le modèle apprend en interagissant avec un environnement, en recevant :
· des récompenses
· des pénalités
Il s’agit d’un apprentissage par essais/erreurs.
Exemple classique : Q-learning.
Usages :
· jeux (AlphaGo)
· robotique
· systèmes autonomes (ex. voiture autonome)

4. Principes algorithmiques et étapes d’un projet data
4.1 Les grandes étapes d’un projet de machine learning
D’après les documents :
1. Définition du problème
2. Acquisition des données
3. Analyse exploratoire
4. Nettoyage – préparation – normalisation
5. Ingénierie de caractéristiques (feature engineering)
6. Choix du modèle
7. Entraînement et optimisation
8. Test du modèle
9. Déploiement
10. Explication des résultats (explicabilité)

5. Les algorithmes courants (définitions)
— Régression linéaire
Prédit une valeur numérique selon une relation linéaire.
— Régression logistique
Classifie une instance dans un groupe binaire (oui/non).
— Arbres de décision
Modèle basé sur une succession de règles conditionnelles.
— Forêts d’arbres décisionnels (Random Forest)
Ensemble d’arbres de décision assurant une meilleure robustesse.
— SVM
Algorithme séparant les classes par un hyperplan optimal.
— Réseaux de neurones
Structures inspirées du cerveau humain, organisées en couches.
— K-means
Algorithme de partitionnement (non supervisé).

6. Applications du machine learning (exemples donnés)
· Vision par ordinateur (détection d’objets, segmentation d’images)
· Reconnaissance vocale
· OCR (lecture de textes manuscrits)
· Systèmes médicaux (diagnostic assisté)
· Chatbots et traitement du langage
· Systèmes de recommandation (« Vous aimerez peut-être… »)
· Analyse financière, détection de fraude
· Bio-informatique, analyse ADN
· Robotique (locomotion)
· Trading algorithmique
· Météo, énergie, optimisation industrielle

7. Enjeux, limites et problèmes du machine learning
7.1 Quantité et qualité des données
Le ML nécessite beaucoup de données :
· ≈ 10 fois plus d’exemples que de variables (cas simple)
· ≈ 100 à 1 000 fois plus pour des cas complexes
· ≈ 1 000 images/classe (vision)
· ≈ 100 images/classe si transfert d’apprentissage
Problèmes :
· valeurs manquantes
· bruit
· erreurs humaines
· représentations déséquilibrées
7.2 Biais des algorithmes
Un algorithme peut apprendre :
· des biais provenant des données
· des discriminations involontaires
Domaines sensibles :
recrutement, scoring financier, reconnaissance faciale.
7.3 Problème de causalité
Les modèles apprennent des corrélations, pas des causes.
7.4 Incapacité à extrapoler
Certaines méthodes (arbres, random forest, boosting) ne savent pas extrapoler hors du domaine connu.
7.5 Explicabilité
Les modèles complexes sont parfois vus comme des “boîtes noires”.
Outils d’explication présents dans les documents :
· Feature importance
· Indices de Sobol
· Graphes de Shapley
· Partial dependence plots

8. Deep Learning (apprentissage profond)
8.1 Définition
Sous-branche du machine learning utilisant des réseaux de neurones profonds (≥ 3 couches cachées).
8.2 Domaines où il domine :
· images
· sons
· textes (NLP)
8.3 Domaines où le ML classique reste meilleur :
· données tabulaires (< 10 000 lignes)
· problèmes irréguliers ou non continus
· traitements nécessitant explicabilité

9. Applications avancées présentées dans les documents
· Voiture autonome
· interactions entre environnement, règles, responsabilités
· IA générale (hypothèse LeCun via apprentissage auto-supervisé)
· Rôle des GPU vs CPU
· calcul parallèle massif
· gains ×10 à ×100

10. Synthèse
La data analyse s’appuie sur :
· des données (collecte, nettoyage, structuration)
· des méthodes (statistiques, ML, DL)
· des outils d’interprétation (visualisation, explicabilité)
· des compétences (modélisation, programmation, éthique)
Son objectif premier est d’extraire de la connaissance pour alimenter :
· la décision,
· le pilotage,
· l’automatisation,
· l’optimisation.
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